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AUTOMATIZOVANÁ KLASIFIKACE OBRAZOVÝCH DAT

Hodnotit můžeme pouze to, 
co poznáme

Udo Kreißig, Limbach-Oberfrohna Jakost pájení u polovodičových prvků se obvykle 
hodnotí ručním vizuálním posouzením svarů 
a pájených spojů. Jedná se o personálně a časově 
náročnou kontrolní metodu, která vyžaduje odborné 
znalosti a zkušenosti. Firma Continental Automotive 
vyvinula automatizovaný kontrolní režim, založený 
na matematické metodě klasifikace obrazových dat.

Continental Automotive vyrábí 

dieselové a benzinové vstřikovače, 
používající aktivní polovodičové prvky, 
takzvané piezoovladače, jako pohony 
pro řízení vstřikování. Předmětem 
kontroly jsou dráty, které mají být 
spojeny s polovodičovými prvky pomocí 
pájení.

Ročně je nutno zkontrolovat kolem 
700 milionů pájených spojů. Při výrobě 
polovodičů je v některých krocích 
zapotřebí provést 100% kontrolu. 
Známé postupy jako měření proudu, 
napětí a odporu jsou na denním 
pořádku.

Některé atributy související s kvalitou 
však nelze dostatečně posoudit jen na 
základě měření elektrických nebo 
geometrických veličin. Speciálně 
v oblasti vytváření kontaktů mezi dvěma 
prvky je stále ještě nepostradatelné 
lidské oko.
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Obr. 1. Na příkladu dvojrozměrného problému je vidět, jak lze s různými změnami parametrů dosáhnout rozdílných ostrostí 
dělení.

Při čistě mechanické vazbě mezi 
dvěma konstrukčními prvky lze 
dostatečně pozitivně hodnotit 
všechna elektricky měřitelná 
kritéria kvality. Právě v odvětví 
automobilového průmyslu je 
nezbytně nutná maximální 
trvanlivost příslušných spojů, aby 
byla zaručena funkční bezpečnost 
dílů osazených polovodiči. Proto je 
nutné rozšířit kontroly kvality nad 
rámec funkčních parametrů. Při 
ručním vizuálním posouzení 
svařených a pájených spojů 
(tvorba kazů, šířka svaru apod.) je 
možné posoudit jejich jakost. 
U aplikací s velkými sériemi je však 
tato ruční vizuální kontrola velice 
personálně náročná a spojená 
s četností chyb, která dosahuje 
průměrně až dvou procent. 
Technologický vývoj firmy 
Continental Automotive proto 
vyvinul automatizovaný kontrolní 
proces založený na zkušenostech 
z ručních vizuálních kontrol.

Změny parametrů C a Sigma

Aby bylo možné využít know-how 
ručních vizuálních kontrol, bylo 
nutné použít matematický postup 
klasifikace. Pro tuto úlohu nabízí 
širokou paletu metod software 
Statistica Data Miner od 
dodavatele softwaru Statsoft. 
Vybrána byla metoda Support 
Vector Machines (SVM), která 
pomocí rozdělovací funkce 
klasifikuje parametry 
v n-rozměrném prostoru (infobox 
a obr. 1).

Pro vytvoření průmyslově použitelného 
řešení je nutné použít pomocnou funkci. 
Zajímavé je nejen hodnocení „dobrý“, 
resp. „špatný“, ale také, jak dobrý nebo 
jak špatný příslušný díl je a jak velkou 
důvěru lze mít v příslušné hodnocení 
systému.

Existují scénáře, v kterých již jeden jediný 
špatný díl klasifikovaný jako dobrý může 
představovat nejhorší případ. Pak má smysl 
posunout rozdělovací funkci tak, aby se za 
cenu špatně klasifikovaných dobrých dílů 
zvýšila spolehlivost.

Obr. 2. Lineárně rozdělený dvojrozměrný soubor dat, který znázorňuje chybnou klasifikaci
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ROZPOZNÁVÁNÍ VZORKŮ

Support Vector Machines

Jedná se o čistě matematickou metodu 
z oblasti strojového učení rozpoznávat 
vzorky, s jejichž pomocí lze provádět 
klasifikaci dat. Cílem této metody 
klasifikace je rozdělit daný počet 
objektů tak, aby vznikl pokud možno 
široký předěl mezi různými třídami.

Základem klasifikace jsou vždy 
trénovací data, známá z hlediska jejich 
vlastností (ve zde popsaném případě 
byla obrazová data expertů rozdělena 
na dobré a špatné pájené spoje). Na 
základě těchto takzvaných trénovacích
souborů dat probíhá zaučení 
matematického algoritmu, který se 
později používá na neznámá data a k 
předpovídání jejich vlastností.

Parametr 1

Parametr 2
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Obr. 3. Aby bylo možné 
minimalizovat počet 

obrazů, musí být tyto 
obrazy referenčně 

vyrovnány a musí být 
redukovány nevýznamné 

rozměry.

Aby bylo možné numerické zpracování 
s přijatelnými dobami výpočtů a aby 
bylo minimalizováno nutné zaučování, 
musí být obrazy smysluplně redukovány 
(obr. 3). Musí být odstraněny oblasti 
obrazů, které jsou nevýznamné pro 
posouzení. Když vytvoříme vhodné 
výřezy obrazů, je pro vytvoření modelu 
nutné zhodnotit jednotlivé letované 
spoje drátů z hlediska jejich kvality. Při 
konverzi jednotlivých výřezů obrazů na 
čísla byly převedeny úrovně šedé 
jednotlivých pixelů na příslušné číselné 
hodnoty a všechny hodnoty úrovní šedé 
pixelů daného výřezu obrazu byly 
seřazeny do jednoho řádku, a sice 
v pořadí zleva shora doprava dolů. Tím 
vznikne číselná matice, která má pro 
každý výřez obrazu jeden řádek. 
Výsledný počet sloupců je definován 
počtem vyhodnocovaných obrazových 
bodů (obr. 4). Aby byla tato 
vícerozměrná zásoba dat zpřístupněna 
pro analýzu, předpokládá se explicitně, 
že rozdělení úrovní šedé na 
vyhodnocovaném obrazu musí 
poskytovat informaci o charakteristice 
kvalitativního atributu pájeného spoje.
Také konverzi obrazových dat na 
matematicky zpracovatelná dat byla 
realizována pomocí softwaru Statistica. 
Vizuální kontroloři předem zhodnotili 
a klasifikovali dostatečný počet obrazů 
z hlediska kvalitativního atributu. 
K načteným hodnotám bylo 
v samostatném sloupci přiřazeno toto 
hodnocení (dobré = 1, špatné = 0). Při 
vytvoření souboru dat pro zaškolení 
modelu bylo dbáno na to, aby byl poměr 
dobrých a špatných dílů vyvážený. Tím 
se vylučují vlivy, které mohou 
rozhodující měrou působit na aktuální 
situaci kvality: U 95 procent dobrých 
dílů je pravděpodobnost správného 
posouzení rovněž 95 procent, pokud 
vždy hodnotíme „dobře“ – to je pro 
statistické metody dostačující. Pomocí 
funkce SVM obsažené v softwaru byl 
připravený soubor dat zaučen. Přitom 
byly v maximální míře využity funkce 
jako křížová validace. Po zaučení byl 
načten a posouzen nový soubor se 
zkušebními daty. Protože hodnocení 
metody závisí velice silně na 
nastavených parametrech Sigma a C 
a ty jsou zase přizpůsobeny příslušné 
oblasti použití, je velice smysluplné 
provádět variace parametrů.

Obr. 4. Hodnocená oblast 
je velká 10 000 pixelů 

a ukazuje dva pájené dráty 
(b = dobrý díl, c = špatný 
díl). Kontrolor stojí před 
otázkou: Je pájený spoj 
skutečně rozteklý, nebo 

jsou oba díly výhradně 
mechanicky spojené?

Pro řízení těchto mezí se zavádí parametr 
C a příslušný interval spolehlivosti. Parametr 
C je mírou toho, jak silně má být potrestáno 
překročení příslušného intervalu 
spolehlivosti. Je-li tento parametr zvolen 
tak, aby každé překročení bylo maximálně 
potrestáno, dochází v rámci modelování 
k nadměrnému přizpůsobení (tzv. 
overfitting). Rozdělovací funkce je v tom 
případě nanejvýš nespojitá a vytváří takřka 
kolem každé jednotlivé hodnoty ostrůvek. 
Zaškolovací data použitá pro vytvoření 
modelu jsou sice modelem optimálně 
separována, ale další testovací soubory dat 
nemohou být s nadměrně přizpůsobenými 
rozdělovacími funkcemi téměř vůbec 
klasifikovány. Je tedy zřejmé, že je třeba 
nalézt kompromis mezi dostatečně dobře 
rozdělnými zaškolovacími soubory dat na 
jedné straně a eliminací overfittingu na 
straně druhé.

To se provádí cílenými a smysluplnými 
změnami parametrů C a Sigma.

Jako výsledek analýzy SVM dostáváme 
vzdálenost od rozdělovací funkce 
s příslušným znaménkem, které znamená 
dobrý nebo špatný díl (obr. 2). Vzdálenost 
udává, jak dobrý nebo špatný díl je, tedy jak 
jistí si můžeme být příslušným výsledkem 
klasifikace daného dílu.

Od modelu k analýze obrazových dat

Základem pro výpočty jsou jednotlivé obrazy 
pájených spojů, které musí být převedeny do 
definované číselné matice.

Metody klasifikaceMETODY

©QZ – Kvalita a spolehlivost
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Obr. 5. V zobrazené oblasti objektu je chyba testování 4,01 procenta (křivka ROC
rozdělovací funkce SVM při Sigma = 2 a C = 1).

Autor
Dr. Udo Kreißig, nar. 1975, vedoucí 
technologického vývoje pro oblast klasifikace 
obrazových dat k monitorování kvality 
piezoovladačů u společnosti Continental 
Automotive GmbH.

Kontakt na autora
Udo Kreißig
T 0175 7215316
udo.kreissig@continental-corporation.com

Kontakt na dodavatele
Statsoft (Europe) GmbH
T 040468866-0
info@statsoft.de

www.qm-infocenter.de
Tento příspěvek najdete online pod číslem 
dokumentu: QZ110070

To však vyžaduje velmi mnoho času 
a početního výkonu. Zkušenosti ukazují, 
že se vysoká pracnost při vytváření 
modelu a určování ideálních parametrů 
pro hledanou rozdělovací funkci odráží 
v ostrosti dělení.

První zkušební průchod automatický, 
druhý ruční

Pro posouzení jakosti hodnotícího 
algoritmu navrhovaného funkcí SVM se 
používají křivky charakteristik ROC 
(Receiver-Operating-Characteristic) (obr. 
5).

Jedná se o metodu optimalizace 
mezních hodnot, pomocí které lze také 
hodnotit a vylepšovat analytické 
strategie. Průběh křivky ROC v tomto 
případě znázorňuje jakost kontrolní 
metody. Čím více je křivka vzdálena od 
diagonály procházející zleva zdola 
doprava nahoru, tím lepší je ostrost 
dělení příslušného algoritmu.

V uvedeném případě je v důsledku 
požadované spolehlivosti metody 
vzhledem k chybné klasifikaci 
klasifikováno 10 procent dobrých dílů 
jako špatné, čímž je zajištěn dostatečně 
velký bezpečnostní předěl s ohledem na 
eventuální proniknutí špatných dílů.

Také špatné díly jsou podrobeny druhé, 
ruční vizuální kontrole. Protože Support 
Vector Machines nabízí možnost 
průběžně zaučovat nové chyby, zaučuje 
se rozdělovací funkce jednou týdně 
s novými obrazy chyb. Model je 
integrován přímo ve výrobní lince 
a automaticky zde hodnotí pájené spoje. 
To vede k výrazné úspoře zdrojů pro 
ruční kontroly. Dlouhodobé výzkumy pro 
kontrolu ostrosti dělení použitého 
systému ukazují, že podíl chybných 
klasifikací je pouhých 79 ppm. Tato 
hodnota je pro statistický model 
vynikající. □

METODYMetody klasifikace

©
Q

Z
–

K
va

lit
a

 a
 s

p
o

le
h

liv
o

st

Portál pro management kvality

QM fóra:
Komunita v oblasti QM

Všeobecné fórum a moderovaná 
speciální fóra k GPM, QM a právu, 
DIN EN 10204
a QM ve zdravotnictví

www.qm-infocenter.de/foren
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